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Figure 1: 隐式的 (本文方法) 与显式的 (光流方法) 运动处理结果的对比。(c) 本文方法得到的第 T 帧的伪装物体检测的结果

（由第 T − 1 帧和第 T 帧计算得到）。(d) 光流法得到的第 T 帧的伪装物体检测的结果（由第 T − 1 帧使用预先计算的光流进行

变换得到，其中，光流如 (e) 所示）。可以看出，基于显式的方法（即光流法）进行伪装物体检测，会导致准确性显著下降（降
低 10.79%），本文将对其进行进一步讨论。

摘要

本文提出一个新的视频伪装物体检测（Video Cam-
ouflaged Object Detection，VCOD）框架。该框架利用
视频帧间的短期动态与长期一致性信息，来进行伪装
物体检测。伪装物体的基本特性是，它们通常会展现
出与背景相似的模式，使得难以从静态图像中将其识
别出来。但当伪装物体在运动的时候，就很容易被发
现。因此，有效地处理视频中的时序动态信息成为了
解决 VCOD 任务的关键。然而，当前 VCOD 方法通
常基于单应性变换（homography）或者光流来表征运
动，其检测误差会随着运动误差与分割误差而累积。本
文方法将运动估计与目标分割统一到一个优化框架当
中。具体来讲，本文构建了一个稠密相关性体积（dense
correlation volume），来隐式地捕捉相邻帧之间的运
动，并且用最终的分割真值来同时监督优化运动估计
与分割结果。此外，为了保证视频序列中的时序一致
性，本文同时引入了一个时空 Transformer 来优化短
期预测的结果。通过在 VCOD 基准上所进行的大量实
验，证明了本文架构的有效性。本文还构建了一个大
规模 VCOD 数据集，MoCA-Mask，其中包括像素

本文为 CVPR2022 论文 [4] 的中文翻译版。

级手工抠图的真值掩模，并搭建了一个包含已有方法
的全面的评测基准，VCOD benchmark，以促进视
频伪装物体检测领域的发展。数据集链接为：https:
//xueliancheng.github.io/SLT-Net-project。

1. 引言
视频伪装物体检测（Video Camouflaged Object

Detection，VCOD）是找出视频中在外观上与背景展
现出极高相似性的物体的任务。尽管拥有广泛的应用
场景（例如：监控与安防 [25]、自动驾驶 [33, 5]、医学
图像分割 [12, 43]、蝗虫检测 [18] 与机器人 [29]），伪装
物体检测（Camouflaged Object Detection，COD）仍
是一项有挑战的任务，因为伪装物体往往连人眼都难
以分辨。因此，在计算机视觉领域内，与视频目标检
测（Video Object Detection，VOD） [48, 1]、视频显著
性目标检测（Video Salient Object Detection, VSOD）
[16] 以及视频运动分割（Video Motion Segmentation,
VMS） [17, 47] 等任务相比，VCOD 仍是一个未被充
分研究的问题。

在大多数计算机视觉任务中（例如：实例分割 [52]
和显著性检测 [50]），都假设物体有清晰的边界。因此，
在解决此类问题时可依赖于图像层面的信息，并且融
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合运动信息，还可以进一步提升目标任务的效果。相
反，在伪装物体检测中，物体的边缘是模糊且难以分辨
的。这不仅使得从图像中进行检测具有挑战，还导致了
难以准确估计视频中的光流与运动线索 [38, 53, 37]。

缺乏清晰的边界，即伪装物体的外观与背景非常相
似。这意味着两个主要的难点：1) 物体边缘往往无缝
地混合在背景中，只有当物体运动的时候才能被发现；
2) 物体通常有与环境相似的、重复的纹理。因此，想
要通过帧间像素点的移动来估计运动（正如光流法所
实现的），将难以预测且容易出错。考虑到第一个难点，
要想解决 VCOD 任务，神经网络需要在运动信息的帮
助下，有效地发现伪装物体与背景之间存在的细微差
别。此外，如图1所示，从第二个难点可以得知，运动信
息本身是有噪声的，并且是不精确的。因此，将 VOD、
VSOD和 VMS技术直接或组合地应用于 VCOD任务，
往往会得到很差的结果。

本文提出了 SLT-Net，一个用于解决 VCOD 任
务的新模型。该模型利用短期动态与长期一致性信息，
在视频中检测伪装物体。具体来讲，本文使用一个短期
动态模块来隐式地捕捉连续帧之间的运动。使用一个
全程相关性金字塔策略（full-range correlation pyramid
strategy）来隐式地表征运动，而非使用光流来显式地
表征。使用相关性金字塔的主要动机是，即使是当前
最先进的光流算法也会在伪装物体检测的任务中失败，
并且其误差会在整个视频中累积。而本文的模型可以
在仅有分割掩膜监督信息的情况下，同时对运动估计
（隐式地）和分割预测进行优化。为了给出稳定的估计，
本文进一步引入一个长期优化模块，用来降低短期动
态模块中的误差累积。

SLT-Net是由 Transformer与 CNN组件组合而成
的混合模型。具体来讲，本文使用 Transformer 架构来
编码特征，构建相关性金字塔（correlation pyramid）。
该架构除了具有设计灵活的特点，Transformer 提取的
特征还包含了全局上下文信息，其中包含长程依赖，以
及更少的归纳偏差 [41, 32]。使得在运动估计中，更容
易分辨被识别物体。

虽然相关性金字塔策略可以有效地捕捉运动，实现
伪装物体检测。但是，由于它的计算复杂性高，无法方
便地扩展到长视频序列中。为了解决这个问题，本文采
用一个包含时空 Transformer 的 sequence-to-sequence
架构，通过长期一致性来优化并预测视频中连续帧。本

文发现该架构相比标准的 ConvLSTM模型 [45, 54]，能
得到更准确的预测结果。
此外，作为一个未被深入研究的问题，VCOD缺乏

大规模的数据集来进行系统地评测。为了促进该领域的
发展，本文基于MoCA（Moving Camouflaged Animals）
[19]，重新整理并构建了一个大规模的 VCOD 数据集，
MoCA-Mask，该数据集包含 87 个视频序列，共计
22,939 帧，并配有像素级的真值掩模。MoCA-Mask 囊
括大量的挑战，例如：复杂的背景、微小的、完美伪
装的物体。本文对数据集中的每个视频序列，每隔 5
帧，给出标注、包围盒、以及稠密的分割掩模。本文还
提供了该领域第一个全面的评测基准，包含对已有的
VCOD 以及相关方法的测评。本文的贡献点概括如下：

• 本文提出了一个新的 VCOD 框架，它可以有效地
建模视频中的短期动态与长期一致性。其中，伪装
物体运动与分割可以同时被优化。

• 本文构建了第一个大规模 VCOD数据集，MoCA-
Mask，以促进 VCOD 领域的发展。以及一个全
面的评测基准，为后续 VCOD 研究提供便利。

• 在 VCOD 任务上，本文的方法达到了当前最好的
结果，超过之前的 SOTA 模型 [46] 达 9.88%。

2. 相关工作
COD：如果没有先验知识，即使是人也会很容易遗漏
掉伪装物体。然而，一旦被告知图像中存在有伪装物
体，人们便会仔细浏览整张图片来找出它。受到该事
实的启发，ANet [20] 整合了分类流，来作为对伪装物
体和分类流的感知。基于类似的想法，SINet [11] 与
PFNet [28] 通过先粗略定位伪装物体，再精细化分割，
来解决该问题。SINet-v2 [9] 在此基础上，引入了反向
引导，来挖掘互补区域。MGL [49] 使用两个基于图的
模块，来将边缘细节整合到分割流里。通过建模伪装
物体相比背景显著的部分，Lv 等人 [26] 在重新标注的
NC4K数据集上，引入两个新的任务，称为伪装目标排
序和伪装目标定位。
VSOD：为了检测视频中的显著性目标，DLVS [39] 引
入了全卷积网络（fully convolutional networks，FCN）来
进行像素级的显著性预测。DSR3 [21] 利用一个端到端
的 3D 神经网络来生成视频序列，其中整合了 3D 卷积
模块和循环优化模块，来预测显著性图。时空 CRF [22]、
金字塔空洞 ConvLSTM [34] 在设计中，建模了帧与帧
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Figure 2: SLT-Net 的总体框架。SLT-Net 包含一个短期检测模块和一个长期优化模块。短期检测模块输入一对连
续帧，输出参考帧的伪装物体掩模。长期优化模块输入由短期检测模块生成的 T 步预测，以及相应的参考帧，输
出最终的预测结果。

之间的时序信息。FGRN [24]、RCRNet [46] 采用了额
外的流引导（flow-guided）网络来提升时序一致性。之
后，SSAV [13] 特别专注于显著性转移现象，并且构建
了一个全面的 VSOD 评测基准。FSNet [16] 利用了外
观和运动线索的相互约束，得到了比许多已有方法更
好的效果。

VMS：VMS 任务专注于发现视频中存在的运动物体。
传统方法通常是先提取流场中的运动边界，然后用外
观特征来优化原始估计，以解决 VMS 问题 [30]。或
者将运动和外观线索通过一个融合架构 [14] 结合起来。
另一类工作直接利用光流作为输入，基于监督学习 [36]
或无监督学习 [47] 的方式，训练一个 CNN 网络，并生
成像素级的运动标签。

VCOD：不同于 VMS，伪装物体的视觉线索通常被认
为没有运动线索有效。之前的工作主要依赖于单应性
变换或者光流来检测运动模式。Bidau等人提出了使用
稠密光流 [2, 3] 来近似不同运动模型的方法，从而分割
环境中的运动物体。尤其在 [2] 中，作者提出了一个两
阶段的分割算法，首先对摄像头的旋转进行补偿，然后
将光流角分割为物体与背景。每个运动模型是根据光流
方向随时间而更新的，初始的运动是启发式的。在 [3]
中，作者使用一个网络来分割角度场（angle field），而
非原始光流。文献 [19] 提出了一个视频注册和运动分
割网络，以及一个更大的伪装数据集（MoCA），该数
据集每 5 帧用包围盒标注一次。通过光流的显式的对
齐方法建立了相邻帧之间的空间关联。然而，光流估计
可能并无法足够准确地提供有效的对齐，尤其是在包
含有快速移动物体的动态场景中。

3. 本文方法
本文 SLT-Net 模型的输入是一段包含有伪装物体

的视频片段，输出是视频每一帧的像素级二值化伪装
物体掩模。具体来讲，T 帧的视频片段用 {It}T

t=1, It ∈
R3×H×W 来表示，其中 H,W 是帧的高与宽。本文的
网络被用来估计出 t时刻，视频帧 It，的一个二值化的
掩模 Mt ∈ {0, 1}H×W。

3.1.概述

如图2所示为 SLT-Net模型整体框架。SLT-Net包
括一个短期检测模块和一个长期优化模块。短期检测
模块输入一对连续的帧，输出对于参考帧的伪装物体
掩模的预测。使用一个 sequence-to-sequence 模块，用
时序一致性先验，同步优化输入的视频片段的结果。本
文采用两阶段（two-stage）策略来训练 SLT-Net 。首
先，本文只用像素级标注来训练短期检测模块。一旦模
型收敛，本文将长期优化模块连接到 SLT-Net ，固定
短期检测模块，训练整个模型。

3.2.短期网络架构

图3展示了本文的短期架构。它输入视频中的连续
两帧，预测参考帧的二值化掩模。本文的模型包括三个
主要模块：(1) Transformer 编码器，用来提取特征;
(2) 短期相关性金字塔，用来捕捉短期动态; 以及 (3)
CNN 解码器，用来预测短期分割。下面，本文详细介
绍每个模块：

1. Transformer 编码器：本文采用金字塔视觉 Trans-
former（Pyramid Vision Transformer，PVT [40] 的孪
生结构（Siamese Structure）来从连续两帧提取特征。
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Figure 3: 短期模块的概要。网络首先使用一个 Transformer 编码器对输入帧进行特征提取，然后计算参考帧 It 和它的相邻帧
It+1 之间的相关性体积，并生成一个相关性体积金字塔（correlation volume pyramid）。用一个 CNN 解码器，从该金字塔得
到的运动中，解码得出最终预测结果。

编码器包括四个阶段，分别从四个不同的尺度生成特
征图。所有的阶段都共享相似的结构，其中包括一个
Patch 嵌入层和 Transformer Block。每个阶段的特征
尺寸是 Ci × H/2i+1 × W/2i+1, i ∈ {1, 2, 3, 4}，其中
H,W,C 分别表示高、宽和通道数。在实验中，本文
设置 C = 32。参考 [9]，本文采用三个纹理增强模块
（Texture Enhanced Modules，TEM）分别作用到最后
三个阶段的特征上。为了获得更具有判别力的特征表
达，每个 TEM 都包括四个平行的残差分支。
2. 短期相关性金字塔：之前的工作（如 [36, 47]）显
式地使用光流法，来计算连续帧的运动，作为深度神经
网络的输入。然后，不准确的光流可能会导致后续帧的
预测误差累积。如果想要同时用分割模块优化光流模
块，那么，真实的光流是必需的。为了解决这个问题，
受 [23] 的启发，本文提出一个相关性金字塔来隐式地
捕捉运动信息。如图 3所示，CNN 解码器直接将相关
金字塔作为它唯一的输入。这意味着，只有在给定正确
的运动估计前提下，网络才能给出正确的分割估计。此
外，由于形成相关性金字塔的特征的更新，要用到分割
的真值（Ground Truth）。因此，可以使用分割真值来
同时优化运动估计和检测结果。

如图4所示，本文给出了相关性金字塔的核心单元，
相关性聚合模块（Correlation Aggregation Block，CAB）
C。给定一个视频帧特征对 {ft, ft+1} ∈ RC×H′×W ′

，4D
相关性体积 C(It, It+1) ∈ RH′×W ′×H′×W ′

定义如下：

C(It, It+1)xyuv = exp
(∑

c Fθ(It)xyc · Fθ(It+1)uvc
)
, (1)

其中，c 是帧的特征通道维度的索引（index）。随着所
有的相邻特征被相关性给配对起来，本文可以在全局
尺度找出其一致性。为了降低计算复杂度，本文通过
对特征进行最大池化（max-pooling）来下采样相邻帧，
并保持参考帧的分辨率不变。该设计帮助模型在保持
高分辨率图像细节的同时，还能学习多尺度位移。

接下来，由于特征相关性体积在所有的空间位置上
表征了参考帧与下采样相邻特征帧之间的一致性，本
文对其 C(It, It+1)xyuv 沿着最后两个维度 uv，基于他
们的和（sum），做归一化。归一化的相关性体积计算
公式如下所示：

C̃(It, It+1)xyuv =
C(It, It+1)xyuv∑

u

∑
v

C(It,It+1)xyuv
. (2)

本文用一个卷积操作 ϕ(·) 来有选择的考虑通道
维度的信息，因此，得到了优化的特征图 ϕ(It+1) ∈

CAB

⊗

MaxPool

⊗

MaxPool

Normalize

Conv.⊕

O
u
t

⊕

⊗ Multiplication

Concatenation

Conv. Conv.

Figure 4: 相关性聚合模块（Correlation Aggregation
Block，CAB）计算参考帧（绿色块）和相邻帧（黄色
块）之间的特征图的归一化相关性体积。
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Figure 5: 长期一致性架构概览。它将该过程看作一个 seq-to-seq 的建模问题，并且通过一个 sequence-to-sequence
Transformer 来优化视频帧对之间预测。

RC×H′×W ′
。具体地，汇聚特征 f ′t←t+1 = ρ(It←t+1) ∈

RC×H′×W ′
通过如下公式计算得到：

ρ(It←t+1) = C̃(It, It+1)ϕ(It+1). (3)

图4只展示了一个尺度上的一个相关性。为了让
模型学到更多细节信息，本文通过整合基于 Trans-
former 编码器所提取的多尺度特征，构建了相关性金
字塔 {Ci}, i ∈ {2, 3, 4}。
3. CNN 解码器：如 [9]所述，近邻连接解码器相比通
常的连接解码器（如稠密连接或者短连接）更加可靠。
此外， [9] 所使用的分组反向注意力（Group-Reversal
Attention，GRA）策略可以在物体边界处提供更加准
确的分割结果。基于此，本文直接将来自短期相关性
金字塔的特征，即 {f ′(i)t←t+1} ∈ RC×H/2i+1×W/2i+1

, i ∈
{2, 3, 4}，输入到 GRA 中，生成优化的特征图。近邻
连接解码器（Neighbor Connection Decoder，NCD）用
来生成粗糙的图，该图可以提供伪装物体大致定位的
反向引导。如此，就可以汇聚来自 CNN 解码器的低层
特征和来自相关金字塔的高层特征。

学习策略：本文通过如下的损失函数来训练短期阶段：

L = Lw
ce + Lw

iou. (4)

带权重的交叉熵损失 Lw
ce 增加了较难像素的权重，

以突出其重要性。带权重的交并比（IoU）损失 Lw
iou 更

注重难的像素，而非赋予每个像素相同的权重。读者可
以参考 [42] 来获取关于这两个损失函数更详细的定义。

3.3.长期一致性架构

给 定 一 个 来 自 短 期 架 构 的 序 列，I1:T =

{I1, I2, . . . , IT } 与 像 素 级 的 预 测 Ps
1:T =

{Ps
1,Ps

2, . . . ,Ps
T }，本文将长期一致性优化过程定

义为一个 seq-to-seq 问题。图5给出长期一致性的架构。
本文使用同样的骨干网络，即 Transformer 编码器和
CNN 解码器模块，作为短期架构。因为该架构已经在
伪装数据集做过了预训练，使得大大加速长期框架的
训练过程。

对于输入序列的每一帧，本文将色彩帧 It 与其在
通道维对应的预测 Ps

t , t ∈ [1 : T ] 进行拼接，然后堆
叠每个序列中拼接的帧，形成一个 4D 张量 X1:T ∈
RT×4×H×W。网络将 X1:T 作为输入，输出最终的预测
序列 Pl

1:T ∈ RT×1×H×W。
有两类 seq-to-seq 的建模框架：一类是使用 Con-

vLSTM来建模时序信息，另一类使用基于 Transformer
的建模网络。本文实现了两种架构，并且在4.4小节对
比了它们的结果。据本文所知，使用 Transformer 结构
可以得到更好的结果，所以，本文选择 Transformer 来
作为序列建模的网络，来引入长期一致性约束。
如图5中右侧所示，为 seq-to-seq 建模网络的细节。

对于每一个目标像素，为了减少构建稠密时空相似度
矩阵的复杂度，本文选择一个固定数量的关联性度量
块来构建受约束邻域内的相关度矩阵。训练中，本文采
用一个混合损失函数 [10]：

Lhybrid = Lw
ce + Lw

iou + Le, (5)

其中，Le 是增强对齐损失。这样的混合损失可以
引导网络去学习像素级、物体级以及图像级的特征。

4. 实验
本节在 CAD 数据集和本文提出的 MoCA-Mask

数据集上，对本文所提的框架，进行了系统地评估。本
文同时给出了一个 VCOD 任务的全面的评测基准，来
促进该领域发展。



Table 1: MoCA-Mask 数据集上的定量结果，“w/”与“w/o”分别表示使用或者不使用本文的伪标签。每组表现
最好的结果加粗显示。注意，MG [47] 使用没有标签的无监督学习方式进行训练。

MoCA-Mask w/o pseudo labels w/ pseudo labels
Models Sα ↑ Fw

β ↑ Eϕ ↑ M ↓ mDic mIoU Sα ↑ Fw
β ↑ Eϕ ↑ M ↓ mDic mIoU

EGNet [51] 0.547 0.110 0.574 0.035 0.143 0.096 0.546 0.105 0.573 0.034 0.135 0.090
BASNet [31] 0.561 0.154 0.598 0.042 0.190 0.137 0.537 0.114 0.579 0.045 0.135 0.100

CPD [44] 0.561 0.121 0.613 0.041 0.162 0.113 0.550 0.117 0.613 0.038 0.147 0.104
PraNet [12] 0.614 0.266 0.674 0.030 0.311 0.234 0.568 0.171 0.576 0.045 0.211 0.152
SINet [11] 0.598 0.231 0.699 0.028 0.276 0.202 0.574 0.185 0.655 0.030 0.221 0.156

SINet-v2 [9] 0.588 0.204 0.642 0.031 0.245 0.180 0.571 0.175 0.608 0.035 0.211 0.153
PNS-Net [15] 0.544 0.097 0.510 0.033 0.121 0.101 0.576 0.134 0.562 0.038 0.189 0.133
RCRNet [46] 0.555 0.138 0.527 0.033 0.171 0.116 0.597 0.174 0.583 0.025 0.194 0.137

MG [47] 0.530 0.168 0.561 0.067 0.181 0.127 0.547 0.165 0.537 0.095 0.197 0.141
SLT-Net (Ours) 0.631 0.311 0.759 0.027 0.360 0.272 0.656 0.357 0.785 0.021 0.397 0.310
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Figure 6: 在本文的 MoCA-Mask 评测基准上的定性实验。本文的模型可以在各种有挑战的情景中，给出更加准确
的伪装物体预测。即：不清晰的外观（北极狐）、低光照情况（沙漠猫）与微小物体（野山羊）。

4.1.数据集

COD10K：本文在 COD10K [9]上预训练了所有的基
于静态图片的方法与基于视频的方法的编码器。该数
据集是当前最大的 COD 数据集，其中包括 5,066 张伪
装图像（3,040 张用于训练，2,026 张用于测试），分为
5 个超类和 69 个子类，同时提供高质量的抠图级标注。

CAD： CAD（Camouflaged Animal Dataset）是一个
关于伪装物体的小数据集，首先由 [2] 提出。它总共包
括 9 段从 YouTube 视频中提取的短视频序列。包含每
5 帧一次的手工标注真值掩模图。本文同时提供了基于
双向一致性检查策略 [35] 的伪真值掩模，使得该数据
集可以被进一步深入研究。

MoCA-Mask：原始的 MoCA（Moving Camouflaged
Animals）数据集 [19] 包括 37,000 帧图像，来自 141
个 YouTube 视频序列，分辨率和采样率在大多数情况
下是 720× 1280 和 24fps。该数据集包含在自然场景中
运动的 67 种动物，但是有一些是非伪装的动物。原始
数据集的真值是包围盒，而非稠密分割掩模。这使得评
估 VCOD 分割性能变困难。为此，本文将该数据集重

新整理为 MoCA-Mask，并且构建了一个包含全面的评
价标准的评测基准。

4.2.评测基准

指标：本文采用如下指标来评估像素级掩模：（1）MAE
(M)，用于测量预测值和真值之间的像素级差异。（2）
增强对齐指标（Enhanced-alignment measure）Eϕ [8]，
同时评测像素级别的匹配度和图像级别的统计量。这
个指标自然地适合来评估伪装物体检测的整体和局部
精确度。注意，实验报告的是 Eϕ 平均值。（3）S 指标
（Sα） [7]，用来衡量区域和物体的结构相似度。（4）带
权重的 F 指标 Fw

β [27]，比传统的 Fβ 更能提供可靠
的评价结果。（5）平均 Dice，用于度量两组数据之间的
相似度。（6）平均 IoU，用来度量两个掩模的重合度。
基准模型：本文选择 9 个先进的基准模型，包括 I. 6
个基于图像的方法，即：EGNet [51]、BASNet [31] 、
CPD [44]、PraNet [12]、SINet [11]与 SINet-v2 [9]，以
及 II. 3 个基于视频的方法，即：PNS-Net [15]、RCR-
Net [46] 与 MotionGroup [47]。
实验设置：本文主要和当前表现最好的基于图像的和



视频的基准模型进行对比。网络架构、输入分辨率、模
态、预处理以及后处理都不相同，但是本文尽可能保
证对比的公平性。对于基于图像的基准模型，本文采
用 [11, 9]提到的相同的数据预处理方法。具体来讲，图
片在进行数据增强（随机翻转、旋转以及颜色增强）以
后，将尺寸变换为 352× 352。在训练阶段，本文将随
机椒盐噪声加到真值图上。由于 EGNet [51] 需要额外
的边缘信息来训练，本文采用与其论文中同样的预处
理方式来得到边缘图。这些额外的数据包含在本文重
新整理过后的 MoCA-Mask 数据集中。

大多数的基于视频的方法，如 PNS-Net [15] 与
RCRNet [46]，采用多阶段的训练流程。模型首先使用
静态图像数据集进行预训练，然后连接上时序模块来
处理视频数据集。本文参考该训练策略，对于所有方法
都在 COD10K [9] 训练集上进行预训练（除了 Motion-
Group [47]，因为它并不包含静态模型）。实验中，加载
在 COD10K 数据集预训练的权重，可以进一步提升模
型在 MoCA-Mask 数据集的表现。相比 COD10K 图像
数据集，MoCA-Mask 视频数据集更具挑战，因为其中
存在摄像头运动、图像模糊、小尺寸动物、更小的身体
结构，例如纤细的四肢和躯干。在某些视频片段中，动
物只占整个画面的很小的一部分，这导致它们很难被
发现（例如图6中所示的野山羊）。考虑到上面几点，本
文提供了基于如下设置的结果：（a）在 COD10K 训练
的模型；（b）在 MoCA-Mask 精调的模型，其中参数
权重在 COD10K 预训练；（c）在 CAD 整个数据集和
MoCA-Mask 的测试集上评估模型。

4.3.结果

MoCA-Mask 数据集上的性能：如表1所示，本文的
方法明显优于对比方法。其中，在 Sα 指标上以 9.88%
的差距，超过当前最好的对比模型 RCRNet [46]，在
Fw
β 指标上以 92.97% 超过了 SINet [11] 模型。如图6，
给出本文的方法与基准模型的定性对比。本文的模型
可以在很多有挑战性的情况（例如物体有纤细的躯干
或复杂的外观纹理、模糊或者突变运动）中，更加准确
地定位与分割伪装物体。

CAD 数据集上的性能：如表2所示，本文评估了不同
方法在 CAD 数据集上的跨数据集的泛化性。本文的方
法再次在所有 6 个评测指标上优于对比方法。进一步
展现出本文方法的鲁棒性。如图7所示，本文的方法可

Table 2: CAD 数据集上的定量结果。加粗表示最好的
结果。本文模型在所有指标上都比对比模型更好。

Models Sα ↑ Fw
β ↑ Eϕ ↑ M ↓ mDic mIoU

EGNet [51] 0.619 0.298 0.666 0.044 0.324 0.243
BASNet [31] 0.639 0.349 0.773 0.054 0.393 0.293

CPD [44] 0.622 0.289 0.667 0.049 0.330 0.239
PraNet [12] 0.629 0.352 0.763 0.042 0.378 0.290
SINet [11] 0.636 0.346 0.775 0.041 0.381 0.283

SINet-v2 [9] 0.653 0.382 0.762 0.039 0.413 0.318
PNS-Net [15] 0.655 0.325 0.673 0.048 0.384 0.290
RCRNet [46] 0.627 0.287 0.666 0.048 0.309 0.229

MG [47] 0.594 0.336 0.691 0.059 0.368 0.268
SLT-Net (Ours) 0.696 0.481 0.845 0.030 0.493 0.401

Table 3: 在 MoCA-Mask 数据集上的 SLT-Net 的短期
与长期模块的消融实验。加粗表示最好的结果。

Backbone Short-term Long-term Sα ↑ Fw
β ↑ Eϕ ↑ M ↓

√ 0.648 0.330 0.748 0.025√ √ 0.662 0.350 0.766 0.021√ √ √ 0.656 0.357 0.785 0.021

Table 4: 不同的时序信息处理策略。本文将 RCR-
Net [46] 的编码器替换为本文的基于 Transformer 的
编码器，来评估不同处理策略所带来的性能的提升。
“T” 表示 Transformer 编码器，“S” 表示单帧，“V” 表
示视频输入，∆ 表示提升程度。加粗表示最好。

Model Sα ↑ Fw
β ↑ Eϕ ↑ M ↓

RCRNet-TS 0.597 0.206 0.618 0.043
RCRNet-TV 0.606 0.204 0.617 0.040
RCRNet-∆ 1.51% -0.97% -0.16% 6.98%
SLT-Net-TS 0.648 0.330 0.748 0.025
SLT-Net-TV 0.656 0.357 0.785 0.021
SLT-Net-∆ 1.23% 8.18% 4.94% 16.00%

以得到更加清晰的边界与更细粒度的可视化细节。这
受益于模型在特征空间所构建的像素级相关性对。

4.4.消融实验

本文在 MoCA-Mask 数据集上进行消融实验。具
体来讲，本文深入研究了：短期和长期模块的功能性分
析，sequence-to-sequence 框架选择以及本文的伪掩模。
短期和长期模块：本文从两个方面来评估短期和长期
模块的有效性。首先，如表3所示，本文在 MoCA-Mask
数据集上对短期和长期模块进行了消融实验。通过添加
短期模块，模型的性能在 Sα 上提升了 2.16%，在 Fw

β

上提升了 6.06%，在 Eϕ 上提升了 2.41%，在 M 上提
升了 16.00%，在 mDic 上提升了 4.53%，在 mIoU 上
提升了 4.84%。通过添加长期模块，性能进一步在 Fw

β

提升了 2%，而在 Sα 有 0.91% 的微弱下降。
然后，本文在当前先进的 VSOD模型 RCRNet [46]

上，用本文的基于 Transformer的编码器来替换它原来
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Figure 7: CAD 数据集上的定性实验。可以看出，本文的模型可以给出更精细的细节（蝎子），并且在运动中断时
也可以表现的很好（青蛙）。这受益于特征体积的稠密关联对（dense correspondence pair of the feature volume）。

Table 5: 在 MoCA-Mask 测试集上，不同长期架构的
消融实验。输入分辨率是 256× 448。

Arch. Variant Params Sα ↑ Fw
β ↑ Eϕ ↑ M ↓

ConvLSTM 179.03 MB 0.651 0.348 0.767 0.021
Transformer 82.30 MB 0.656 0.357 0.785 0.021

的编码器，用来比较这两种方法对于时序信息的处理
策略，结果如表4所示。在时空一致性建模层面，在评
估指标上，能看出操作所带来的指标的提升与下降，在
Sα 指标上提升 1.51%，在 Fw

β 上下降 0.97%，在 Eϕ

上降低 0.16%，在 M 上提升 6.98%。
Transformer 与 ConvLSTM 的对比：本文用两种不
同的方法来实现长期架构，分别是基于 Transformer的
方法和基于 ConvLSTM 的方法。对于 ConvLSTM 方
法，本文采用了 [6] 提出的一个比较新的 ConvLSTM
模型变体，但是本文将其中 VGG 风格的 CNN 编码器
解码器结构，用本文的 Transformer风格的骨干网络代
替。从表5中能看到，Transformer变体相比 ConvLSTM
模型在 4 个指标上都更优，并且参数量更少。
伪掩模：如表1所示，尽管生成的伪标签包含有一些噪
声，但是他们可以利用时序信息来抑制标签噪声，使得
在视频方法中有更好的表现。对于静态图片的基准模
型，几乎所有的方法都被标签噪声严重地影响，导致表
现差于没有伪掩模的情况。这也证明了，在 VCOD 问
题中，运动估计的误差是不能被忽略的，本文将其与分
割误差同时优化，以取得更好的效果。

Table 6: 从头开始训练与 MoCA-Mask 上预训练对比。
Model Sα ↑ Fw

β ↑ Eϕ ↑ M ↓

从头开始训练 0.655 0.351 0.764 0.024
预训练 0.656 0.357 0.785 0.021

在 MoCA-Mask 数据集上从头开始训练：从完整性

Table 7: 与 [19] 在 DAVIS16 数据集上的对比实验
Model JMean ↑ JRecall ↑ FMean ↑ FRecall ↑
[19] 65.3 77.3 65.1 74.1
SLT-Net 77.96 95.49 78.65 92.08

Input image GT MG [47] Ours

Figure 8: DAVIS16 数据集上的定性结果。MG [47] 模型无
法正确给出预测结果，它错误地包含了溅起的水花。主要是

因为不准确的光流估计（光流无法在模型训练时进行优化）。

考量，本文提供了模型使用预训练权重与不使用预训
练的准确性的对比，如表6所示。该实验展示了本文的
模型是否使用预训练的差别是微小的，仅在 Sα 上有
0.15% 的下降。
泛化性：本文的模型可以应用于更一般的视频物体检测
任务，例如视频实例分割。除了表1展示的与 MG [47]
的细节对比，本文还与 [19] 在 DAVIS16 数据集（表7）
上进行对比并展现出优越性。

5. 结论

本文提出了一个用于视频伪装物体分割的方法
SLT-Net。具体来讲，本文使用短期模块来隐式捕捉连
续帧之间的运动，使得本文可以在一个框架下同时优化
运动的估计和分割。本文还提出了一个基于 sequence-
to-sequence Transformer的长期模块，来保证视频序列
上的时序一致性。为了促进 VCOD 领域的发展，本文
重新构造了名为 MoCA-Mask 的新数据集，包括了
87 段高质量视频序列，共计 22,939 帧。是 VCOD 领
域目前最大的像素级标注数据集，使得物体级别评测
成为可能。对比了当前最先进的基准模型，本文提出的
网络在两个 VCOD 评测基准上均取得了最优的表现。



更广泛的影响：伪装物体检测可以被用于检测和保护
稀有物种，防止野生动物贩卖，医疗应用（例如：息
肉或者肺部感染的检测），以及搜救工作等。值得说明
的是，MoCA-Mask 数据集并不包含任何军事或敏感场
景。除了上述重要的使用场景，本文的文章还向着，从
带噪声的运动信息中进行视频内容理解的方向，迈出
了扎实的一步。
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